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Résumé
Ce travail présente une analyse comparative d’une biblio-
graphie autour du biais de l’équité et de l’explicabilité
des algorithmes de l’IA entre 2015 et 2022. Par trois ap-
proches de Traitement Automatique du Langage Naturel
(LDA, NMF et k-SVD), nous avons extrait différents sujets
traités par cette bibliographie. Ces trois approches nous ont
également fourni trois partitions. Dans l’optique d’éviter
de faire un choix entre ces partitions, nous avons proposé
une synthèse de ces trois partitions par une approche de
consensus pondérée.

Mots-clés
Intelligence Artificielle eXplicable (XAI), Traitement Auto-
matique du Langage Naturel (TAL), Non-negative matrix
factorization (NMF), Consensus de partitions pondéré

Abstract
This work provides a comparative analysis of a bibliogra-
phy around fairness bias and explainability of AI algo-
rithms between 2015 and 2022. Through three approaches
of Natural Language Processing (LDA, NMF et k-SVD),
we extracted different topics covered by this bibliography.
These three approaches also provided us with three parti-
tions. In order to avoid making a choice between these par-
titions, we proposed a synthesis of these three partitions by
a weighted consensus approach.

Keywords
eXplainable Artificial Intelligence (XAI), Natural Lan-
guage Processing (NLP), Non-negative matrix factorization
(NMF), Weighted consensus

Introduction
La problématique de l’équité, du biais et de l’équité en
apprentissage automatique (Machine Learning ML) est de
plus en plus présent. Ceci est lié à de nombreuses failles
dans ces algorithmes qui sont souvent source de discrimi-
nation dans plusieurs domaines comme en reconnaissance
faciale, en justice, en recommandation, en recrutement, en
banque, en santé, etc. (Google photo 1, COMPAS 2, logi-

1. https://www.dailymail.co.uk/sciencetech/article
2. ProPublica. 23 mai 2016 ajouter l’article dans ref

ciel de recrutement chez Amazon 3). Étant donné que la
plupart des algorithmes d’apprentissage automatique (Ma-
chine Learning ML) établissent des règles sur la base des
données d’apprentissage susceptibles de présenter un biais,
il en est de même des prédictions issues de ces algorithmes.
Ce contexte a provoqué une vague de recommandations de
la part de certains organismes tels que la DARPA (Defense
Advanced Research Projects Agency). On assiste à cet effet
à l’annonce du concept d’XAI (eXplainable Artificial Intel-
ligent) en 2016 (D. Gunning et al. 2019) [5]. Ce concept
met en avant la compréhension par l’humain des décisions
prises sur la base des algorithmes de l’IA.
Depuis cette annonce, on note une forte multiplication des
recherches et publications sur l’équité, l’explicabilité et le
biais des algorithmes de l’IA. C’est ce qu’on observe en
analysant les données de Google Trends sur les tendances
de recherches des termes « explainable XAI », « Bias XAI
» et « Fairness XAI » (FIGURE 1).

FIGURE 1 – Les tendances de recherches des termes « ex-
plainable XAI », « Bias XAI » et « Fairness XAI » dans le
monde depuis 2016 selon Google Trends.

Aujourd’hui, une des problématiques autour de la littérature
du biais, de l’explicabilité et de l’équité est le nombre im-
portant de propositions de modèles d’XAI et de métriques
d’équité (plus de 400 références citées par Barredo Arrieta
et al., 2020 [1]) dont certaines sont contradictoires (Mit-
chell et al., 2021 [11]). Ainsi, une réorganisation et une re-
cherche de la structure sous-jacente de la bibliographie de

3. https://www.assessfirst.com/fr/algorithme-sexiste-amazon/
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l’explicabilité, du biais et de l’équité en IA est nécessaire.
C’est l’objectif de ce travail.
Nous proposons une analyse de la structure sous-jacente
de la bibliographie autour du biais de l’équité et de XAI
à l’aide de approche de Traitement Automatique du Lan-
gage Naturel (Natural Language Processing ou NLP) non
supervisée. Notre approche consistera a utilisé 3 modèles
d’analyse : Latent Dirichlet Allocation (LDA, Blei et al.,
2003 [2]) ; NMF et k-SVD. Ensuite, par une approche de
consensus de partitions pondérés WNMF, on regardera le
compromis entre ces trois modèles d’analyse.
Le reste du papier est organisé comme suit : la première
section est consacrée à une brève présentation d’une part
des travaux antérieurs qui ont utilisé une approche NLP
pour synthétiser un ensemble d’archives et d’autre part les
travaux sur le consensus de partitions. Ensuite, la section
2 est dédiée à la présentation de l’ensemble de notre dé-
marche allant de la collecte des données à la modélisation.
La deuxième partie de cette section portera sur l’analyse et
la discussion des résultats obtenus.

1 Méthodologie
1.1 Topic Modeling
Le Topic modeling est une approche d’apprentissage auto-
matique non supervisée qui est souvent utilisée dans diffé-
rents domaines selon divers contextes afin de synthétiser,
d’organiser ou d’analyser des collections de documents ou
d’archives. C’est une approche pertinente dans un contexte
de données massives ou big data. En effet, elle permet de
retrouver une structure sous-jacente d’une collection de do-
cuments (partition) en extrayant les sujets liés à chacun des
sous-ensembles de cette structure. Il existe de nombreuses
approches de topic modeling. Dans le cadre de ce travail,
nous nous sommes particulièrement intéressé à trois mo-
dèles : le modèle Latent Dirichlet Allocation (LDA, Blei
et al., 2003 [2]) ; la SVD tronqué (appelé également k-
SVD) [6] et la Non-negative matrix factorization [9]. Ces
trois approches permettent d’avoir : d’une part une relation
sujets-mots et d’autre part une relation documents sujets qui
conduit à une partition des documents. Dans cette section
on se limite à la présentation de l’approche LDA qui est
notre modèle de référence.

1.1.1 Principe de LDA
Le modèle Latent Dirichlet Allocation (LDA, Blei et al.,
2003 [2]) est une des techniques de NLP non supervisées
les plus connues qui cherchent à découvrir des thématiques
ou sujets cachés dans un ensemble de M documents appelé
corpus noté D. C’est un modèle probabiliste génératif per-
mettant de trouver la structure sous-jacente d’un ensemble
de documents en termes de sujets. Il considère le corpus
comme un mélange de K sujets décrits chacun par un en-
semble de mots auxquels sont associés une probabilité.
L’ensemble des M documents ou encore corpus est repré-
senté par une matrice dite document-mots, souvent sparse,
notée DM,N de dimension (M,N) où la cellule (Di, wj)
correspond à la fréquence du mot wj dans le document Di,

par exemple :

DM,N =

D1

...

Di

...

DM




w1

0.3
· · ·

wj

0
· · ·

wN

0.2
· · · · · ·
0.1 0

... 0

· · ·
...

0 · · · 0 · · · 0.01




Le nombre de sujets K est choisi a priori ou au regard d’un
indicateur comme le score de cohérence que l’on définira
dans la section suivante.
Partant de DM,N , toutes les trois approches estiment les
matrices θM,K (documents-sujets) et ϕK,N (sujets-mots).
Dans la matrice θM,K , θm,k correspond à la probabilité
que le sujet zk soit traité dans le document Dm (θi. =∑K

k=1 θik=1).
Le résultat est une classification floue en K clusters où
chaque cluster correspond à un sujet. Nous utilisons dans
la suite les deux termes sujet ou cluster indifféremment. À
partir de θM,K , on retrouve une partition des documents en
K clusters, en affectant chaque document au sujet pour le-
quel sa probabilité d’appartenance est maximale.
La matrice ϕK,N correspond à la matrice sujets-mots, où
ϕkj correspond à la probabilité que le mot wj soit dans le
sujet zk. Chaque sujet zk est décrit par les n mots ayant les
plus fortes probabilités ϕkj , nous les notons (wk

j )1≤j≤n.
La matrice ϕK,N est initialisée par une distribution de Di-
richlet Dir(β). Des exemples de matrices θM,K et ϕK,N

sont données ci-après :

θM,K =

D1

...

Di

...

DM




z1

0
· · ·

zK

0.2
...

...
0.1 0.5

...
0.6 · · · 0.0




ϕK,N =

z1

...

zK




w1

0
· · ·

wj

0
· · ·

wN

0.3
· · · · · ·
0.1 0

... 0




Pour évaluer la qualité des sujets obtenues plusieurs me-
sures sont classiquement utilisées. Il s’agit des indices :
Umass (Université du Massachusetts) [2], CV (Coherence
value) [10], UCI (Ultra-Compactness Index) [10] et NPMI
(Normalized Pointwise Mutual Information) [3]. Parmi ces
métriques, nous allons utiliser le score de cohérence CV
pour choisir le nombre de sujets K optimal.
En plus de l’approche LDA, nous utiliserons deux autres
méthodes : NMF et k-SVD obtenant ainsi 3 partitions éven-
tuellement de qualité différentes. Dans ce travail, nous pro-
posons de synthétiser ces trois à travers une approche de
type ensemble afin d’avoir une seule partition des docu-
ments.

1.2 Consensus de partitions
Le problème de la combinaison de plusieurs partitions d’un
ensemble d’objets (ou d’individus) en une seule partition,
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connu également sous le nom de consensus de partitions
ou agrégation de partitions, consiste à identifier une parti-
tion compromis d’un ensemble de partitions obtenues sur le
même ensemble d’observations [4, 12].
Le principe des méthodes de consensus est de trouver la
partition compromis des partitions séparées appelées parti-
tions contributives. Cette dernière partition doit être la plus
similaire aux partitions contributives. Plusieurs méthodes
ont été proposées. Elles peuvent être regroupées en trois
grandes familles : celle basée la sur maximisation d’un in-
dice (par exemple l’indice de Rand) ; celle par vote majo-
ritaire, et celle basée sur les matrices association des parti-
tions. C’est à cette dernière qu’on s’intéresse ici.
Dans cette approche, on considère un ensemble de T parti-
tions P = {P1, P1, P2, ..., PT } différentes d’un même en-
semble de M observations. Ces partitions sont les résul-
tats des multiples partitionnements pouvant provenir de plu-
sieurs applications (initialisations) d’un même algorithme
de classification, différents algorithmes sur le même jeu de
données (notre cas) ou d’un même algorithme sur différents
ensembles de variables décrivant les M individus.
Pour chaque partition Pt, on définit un tableau disjonctif
contenant les indicatrices H(Pt) des classes de la partition
et une matrice d’association ou d’adjacence M(Pt). La ma-
trice d’association est une matrice (M ×M) qui contient 1
si les deux individus i et j se trouvent dans la même classe,
0 sinon.
La matrice de connectivité M(Pt) est obtenue par
M(Pt) = H(Pt)H(Pt)

′
où H(Pt)

′
désigne la transposée

de H(Pt). On remarque qu’il s’agit d’une matrice symé-
trique positive contenant que des 1 en diagonale. Le nombre
K de classes peut être différent d’une partition à une autre.
On définit la matrice d’association M̃ qui est une simple
moyenne des matrices d’association par :

M̃ij =

T∑

t=1

wtMij(Pt) (1)

Elle représente l’association moyenne entre deux observa-
tions (i, j). Dans une approche consensus simple (NMF),
les poids sont donnés par wt =

1
T pour toutes les partitions

contributives. Par contre, l’approche pondérée repose sur la
détermination et la recherche des poids wt, en fonction de
la qualité et la particularité de chaque partition. La matrice
d’association s’exprime donc comme une moyenne pon-
dérée des matrices d’association en fonction de ces poids.
C’est le cas de "Weighted Nonnegative Matrix Factoriza-
tion (WNMF) proposé par Ding et al. [4].
Cette approche est pertinente dans la mesure où certaines
partitions peuvent paraître particulières par rapport aux
autres. Dans ce cas, accorder le même poids à toutes les
partitions peut biaiser la partition compromis obtenue.
Dans le cadre de ce travail, nous allons nous intéresser à
l’approche WNMF. Cette approche permet la recherche si-
multanée de la partition compromis et les poids associés
aux partitions contributives.

2 Application
Dans cette section, nous commencerons par expliquer notre
processus de modélisation depuis la collecte des données.
Ensuite, nous présenterons les résultats obtenus à l’issue de
cette analyse.

2.1 Processus d’analyse
2.1.1 Les données
Cette étude est basée sur les articles publiés sur les quatre
plateformes de bases données suivantes : arXiv, Springer,
ScienceDirect et IEEE-Explorer. Sur chaque base de don-
nées, nous avons considéré les articles publiés entre 2015 et
2022 avec une recherche séparée sur les méta-données des
termes suivants : bias AND (machine learning OR data) ;
XAI AND (machine learning OR data) et ; fairness AND
(machine learning OR data). Au total, 31 860 articles ont
été obtenus. Ensuite, les tâches suivantes ont été réalisées :

— Suppression des duplications : articles ayant les
mêmes auteurs, le même titre et le même résumé ;

— Suppression des publications sans résumé ;
— Suppression des articles en d’autres langues que

l’anglais.
Par la suite, trois variables binaires ont été créées permet-
tant de vérifier que la publication traite au moins un des
trois thèmes : XAI, biais et équité (1 si oui, 0 sinon). Pour
chaque thème, les termes suivants ont été considérés :

— Pour XAI : XAI, explainable, explainability, inter-
pretable et interpretability ;

— Pour Biais : bias, harm et disparate ;
— Pour Fairness : fair.

Cette recherche a été faite sur le résumé, le titre et les mots
clés de chaque article. Par la suite, seuls les articles ayant
traité au moins, un des thèmes a été retenu. Au final, 10 237
publications ont été considérées pour l’étude.

2.1.2 Pré-traitement
Un pré-traitement a été fait sur les données. Il s’agit de :

— la suppression des ’stopword’ qui consiste à sup-
primer tous les articles, pronoms et autres mots qui
n’ont pas de sens pour notre analyse ;

— la tokenization qui consiste à découper chaque
document en une liste de mots appelés tokens.
Cette étape conduit à l’obtention d’une matrice
documents-termes (matrice d’occurrence).

— la lemmatisation qui consiste à regrouper tous les
mots en leur forme de base. (par exemple transfor-
mer tous les verbes conjugués en forme infinitif) ;

— la normalisation qui consiste à pondérer chaque
terme de la matrice d’occurrence. Dans notre cas,
nous avons utilisé l’approche tf-idf (Joachims, T.
et al., 1996[8]) qui permet d’évaluer l’importance
d’un terme dans un document relativement à tous
les autres documents.

Ce processus conduit à l’obtention d’une matrice sparse où
chaque ligne correspond à un document et chaque colonne
correspond à un mot. Suite à ce processus, une analyse du
corpus a été faite pour choisir les paramètres optimaux.
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2.1.3 Choix des paramètres et du corpus
Dans cette analyse, nous nous sommes basé sur le résumé
de chaque article. Par ailleurs, puisqu’il s’agit d’une analyse
non supervisée, et que nous n’avons pas l’information sur le
nombre de sujets a priori, nous avons choisi un K optimal
pour chaque modèle d’analyse au regard d’une mesure de
cohérence CV [10] des sujets extraits.

FIGURE 2 – Variation du score de cohérence en fonction du
nombre de sujets K pour chaque modèle d’analyse

L’analyse de ce score en fonction du nombre de sujets K
(FIGURE 2) pour chaque modèle nous permet de retenir
les valeurs de K suivantes (4, 10, 2) respectivement pour
NMF, LDA et k-SVD.

2.2 Résultats
Dans cette section, nous ferons, dans un premier temps, une
analyse des sujets obtenus. Ensuite, nous évaluerons la qua-
lité des partitions obtenues en nous basant sur la matrice θ.
Une comparaison entre ces partitions sera faite en terme
d’indices de Rand.
Une dernière analyse portera sur l’évaluation quantitative
de la partition consensus obtenues à partir de l’approche
WNMF.

2.2.1 Analyse des sujets
Une première analyse des sujets obtenus basée sur les
TABLES 3, 1 et 5 permet de voir qu’on arrive à extraire des
sujets cohérents traitant les thèmes biais, équité et expli-
cabilité des algorithmes de ML. Par exemple, on peut voir
que le sujet 3 extrait par la LDA concerne l’équité algorith-
mique dans un contexte de prise de décision où le besoin
d’explicabilité et de compréhension de cette décision par
l’humain se pose. Un autre constat est le fait que certains
sujets sont extraits à la fois par les trois modèles d’analyse.
La TABLE 2 montre les résultats sur l’analyse quantita-
tive de la qualité des sujets extraits au moyen des mesures
de cohérences classiques. On note que la LDA a souvent
une meilleure qualité. Par exemple pour l’indice UMASS,
plus celui est faible, meilleure est la qualité des sujets ob-
tenus en terme cohérence. Sur cet indice, on note que la
LDA a la plus faible valeur. De même, lorsqu’on regarde
les valeurs de CV, on note que l’approche LDA a une plus
grande valeur (0.48). Ce qui signifie que ses résultats ont

une meilleure qualité en termes de cohérence au regard de
cet indice.

Sujet1 Sujet2

bias bias
feature attentional
fairness cognitive
propose negative
performance participant
prediction exchange
image stimulus
classification magnetic
analysis find
base positive

TABLE 1 – Description des sujets par les 10 mots les plus
significatifs. Il s’agit des résultats de l’approche k-SVD.

Indices de cohérence

UMASS CV UCI NPMI

Modèles
NMF -10.70 0.47 -7.16 -0.26
LDA -11.14 0.48 -7.51 -0.27
k-SVD -8.21 0.44 -6.09 -0.22

TABLE 2 – Qualité des sujets extraits selon les indices de
cohérence classiques.

Sujet1 Sujet2 Sujet3 Sujet4

feature bias explanation fairness
image attentional user fair
propose cognitive explainable algorithmic
classification negative decision group
performance find explainability metric
accuracy patient human bias
problem participant prediction problem
neural attention research discrimination
prediction risk explain framework
base positive trust privacy

TABLE 3 – Description des sujets par les 10 mots les plus
significatifs pour l’approche NMF

2.2.2 Comparaison des 3 partitions
Dans cette analyse, on s’est intéressé aux partitions de do-
cuments fournies par les trois approches d’analyse. L’ob-
jectif est de voir si on arrive à retrouver des structures simi-
laires de partitions des trois approches. Pour analyser cette
similarité, nous avons utilisé l’indice de Rand ajusté (ARI)
[7] qui permet de quantifier la similarité entre deux parti-
tions d’une même population.
L’analyse de la matrice des ARI fournit par la FIGURE 3
permet de constater une similarité entre les partitions de
NMF et de la LDA. Cette similarité est plus faible pour la
partition de la k-SVD.
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FIGURE 3 – Similarité des partitions au sens de l’indice de
rand ajusté.

2.3 Résultats du consensus de partitions

Dans cette section, nous allons décrire les résultats four-
nis par le modèle de consensus de partitions en les com-
parant avec les partitions contributives obtenues grâce aux
trois modèles de l’analyse initiale. Puisq’on considère l’ap-
proche LDA comme modèle de base, le nombre de clusters
K = 8 sera considéré. Tout d’abord on constate que dans
le consensus pondéré, le poids accordé à la partition de k-
SVD est très faible en raison de sa forte différence avec les
deux autres comme déjà soulignée TABLE 4. Ainsi, cette
partition aura une plus faible contribution dans le processus
de consensus.

Partitions NMF LDA k-SVD

Poids 0.50 0.49 0.01

TABLE 4 – Poids accordé à chaque partition dans le proces-
sus de consensus WNMF. Ces poids sont fournis par l’al-
gorithme de WNMF.

Une analyse de la similarité entre la partition consensus et
les partitions contributives permet de noter une plus forte
ressemblance entre la partition consensus et les partitions
fournies par NMF et LDA. Ceci peut être expliqué par la
différence de poids accordés aux différentes partitions. En
effet, on a noté que ce poids est très faible pour la partition
obtenue à partir de la k-SVD.

FIGURE 4 – Similarité entre les partitions contributives et
la partition consensus au sens de l’indice de rand ajusté.

Conclusion et perspectives
Le travail proposé illustre l’intérêt des approches de traite-
ment de langage naturel pour synthétiser, résumer, et même
organiser une bibliographie dans un contexte des données
massives (big data) où un besoin d’analyse systématique se
pose de plus en plus. En effet, cela peut être utile pour orga-
niser une bibliographie en permettant d’aborder de manière
directe les principaux sujets d’intérêt. En pratique, on est
souvent emmené à faire un choix entre les modèles exis-
tants. Dans cette situation, nous proposons de faire recours
à une approche consensus des résultats des modèles permet-
tant ainsi d’éviter ce dilemme.
Cependant, cette approche permet uniquement de partition-
ner les documents et non les mots décrivant chaque classe
comme le fait la LDA par exemple. Ainsi, dans nos futurs
travaux, il serait intéressant de proposer une approche de
consensus qui fournit également une relation entre chaque
classe de documents et l’ensemble des mots. Ceci pourrait
permettre d’interpréter facilement chaque classe de docu-
ments.
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A Description des 10 sujets extraits
par l’approche LDA

sujet1 sujet2 sujet3 sujet4

bias cell explanation fault
magnetic receptor fairness history
exchange signal explainability contain
substrate protein decision threat
field agonist explainable particle
device drug user stress
measurement activation research dependence
film bind human science
phase distinct algorithmic resistance
property efficacy technology coverage

sujet5 sujet6 sujet7

patient attack bias
healthcare security cognitive
clinical threat participant
medical adversarial attentional
disease judgment gender
diagnosis lime risk
health sensor group
cancer dnn patient
care behaviour individual
treatment resistance find

sujet8 sujet9 sujet10

feature recommendation privacy
propose item fairness
classification sentiment traffic
image recommender federate
performance user resource
prediction news protocol
bias social_medium user
accuracy medium scheduling
problem political communication
neural rating throughput

TABLE 5 – Description des sujets par les 10 mots les plus
significatifs pour l’approche LDA.
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